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Zusammenfassung 
 
Forscher extrahieren genetisches Material, alignieren es und können durch genauere 
Betrachtung der Mutationen phylogenetische Bäume rekonstruieren. Dabei werden wir uns 
bei dieser Arbeit hauptsächlich für die Topologien, nicht für Astlängen interessieren. Mit 
Hilfe unterschiedlicher Sequenzevolutionsmodelle können diesen Bäumen dann 
Wahrscheinlichkeiten zugeordnet werden. Doch sind die erstellten Phylogenien gleichgute 
Erklärungen für die Daten? 

Das Thema des Papers von Goldman, Anderson und Rodrigo handelt allgemein von 
statistischen Tests auf Topologien, um zu beurteilen, ob diese die gegebenen 
Sequenzdaten gleichermaßen unterstützen. Das Hauptanliegen der Autoren ist es, deutlich 
zu machen, dass ein in der Praxis häufig verwendeter Test, der Kishino-Hasegawa-Test, 
falsch angewandt wird (zum Beispiel in PHYLIP, MOLPHY, PUZZLE und PAUP*). Die 
Voraussetzung für einen korrekten KH-Test ist, dass die betrachtete Topologie ohne 
Analyse der Daten ausgewählt werden soll, was in häufig verwendeter Software allerdings 
nicht gemacht wird. Sie erwähnen die Grundlagen der Tests, erklären den Fehler und 
schlagen Alternativen wie den Shimodaira-Hasegawa- oder den Swofford-Olsen-Waddel-
Hillis-Test vor. Da diese vorgeschlagenen Testverfahren gleichermaßen relevant für DNA-
und Aminosäuredatensätze sind, werden für beide jeweils noch ein Beispiel genannt. 
 
 
1 Grundlagen 
 
1.1 Hypothesentest 
 
Hypothesentests (oder statistische Tests) werden dazu benutzt, um zu entscheiden, ob sich 
die beobachteten Ergebnisse signifikant von den erwarteten unterscheiden; weshalb sie 
auch Signifikanztests genannt werden. Eine Stichprobe heißt signifikant, wenn man die 
zugrunde gelegte Hypothese ablehnt. Eine weniger formale Erklärung der Signifikanz wäre, 
dass sich ein Ereignis nicht durch diese Hypothese erklären lässt. Würde zum Beispiel das 
zwanzigmalige Werfen einer Münze 18-mal Kopf liefern, liegt es nahe abzulehnen, dass die 
Münze fair ist.   

Man unterscheidet zwischen  Null-(auch H0) und Alternativhypothese (auch HA oder 
H1). Die H0-Hypothese ist eine statistische Hypothese, also eine Annahme, die wahr oder 
falsch sein kann, und wird oft nur aufgestellt, um sie am Ende zu verwerfen. Wollen wir zum 
Beispiel ausdrücken, dass eine Münze präpariert ist, ist die H0-Hypothese, dass die Münze 
fair ist oder mathematischer H0: Pr[X=w]=0,5 , wobei w={Kopf, Zahl}. Die 
Alternativhypothese kann jede sich von der gegebenen Hypothese unterscheidende sein, 
d.h. zum Beispiel für unser oben genanntes Beispiel HA : Pr[X=Kopf] �  0,5 oder Pr[X=Kopf] 
= 0,7. Wenn die empirischen Daten also kaum mit der H0-Hypothese erklärbar sind, dann 
lehnt man H0 ab und nimmt H1 an. Wird aber H0 beibehalten, verwirft man H1. Ein Beleg für 
die Richtigkeit der Nullhypothese ist dies aber nicht! 
 Bei der Ausführung eines Hypothesentests können wir auf zwei Weisen Fehler 
machen: Entweder wir lehnen eine Hypothese ab, die eigentlich akzeptiert werden sollte 
(Fehler 1. Art) oder wir akzeptieren eine Hypothese, die abgelehnt werden sollte (Fehler 2. 
Art). Beides sind Wahrscheinlichkeiten, die sich berechnen lassen. Die Minimierung des 
einen Fehlers führt zur automatischen Vergrößerung des anderen (Fehler 1. und 2. Art sind 
gegenläufig). Eine gleichzeitige Reduktion beider Fehler ist nur durch Vergrößerung des 
Stichprobenumfangs möglich. In der Praxis muss je nachdem, welcher Fehler gravierender 
ist, entschieden werden, welcher klein zu halten ist.  
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Vor der Stichprobenentnahme gilt es noch ein Signifikanzniveau �  (auch Signifikanz-, 
Konfidenzlevel oder Irrtumswahrscheinlichkeit) zu bestimmen, damit die Wahl von �  nicht 
durch die Stichprobe beeinflusst wird. Mit dem Signifikanzniveau wird die maximale 
Wahrscheinlichkeit bezeichnet, mit der man einen Fehler 1. Art riskieren will. Häufig 
verwendete Werte für �  sind 1% oder 5%. In den Tests und Beispielen dieser Ausarbeitung 
wird mit  0,05 gerechnet werden. 

Die Teststärke oder Power eines statistischen Tests drückt die Wahrscheinlichkeit aus, 
dass die H0-Hypothese abgelehnt wird (Test liefert signifikantes Ergebnis), wenn in 
Wirklichkeit H1 zutrifft. Die Teststärke oder Mächtigkeit ist deshalb definiert als das 
Komplement zum Fehler 2. Art (Ablehnen einer zu akzeptierenden Hypothese). Da in der 
Realität der Testdurchführende daran interessiert ist, H0 abzulehnen (wenn diese 
tatsächlich falsch sein sollte), ist das Interesse an einer möglichst hohen Teststärke groß. 

Die Wahrscheinlichkeit den beobachteten oder einen extremeren, das heißt vom 
Erwartungswert noch weiter entfernteren, Wert anzutreffen, drückt der P-Wert aus. Der     
P-Wert aber auch �  drücken Flächeninhalte aus. 
 Es gibt zwei Arten statistischer Tests: einseitige und zweiseitige.  

                                      
Abbildung 1: Stichprobenwerteverteilung eines ein- (links) und zweiseitigen (rechts) Tests [Echterhoff, G.] 
 

Wie aus Abbildung 1 hervorgeht, unterscheiden sich die Tests dadurch, dass sich der 
Ablehnungsbereich auf einer (Hier ist ein rechtsseitiger Test dargestellt. Rechtsseitig 
deshalb, weil der Ablehnungsbereich rechts liegt.) oder auf zwei Seiten des 
Erwartungswertes µ0 befindet. Fällt der P-Wert in den Beibehaltungs- (Annahmebereich 
oder Konfidenzintervall) wird die Hypothese nicht abgelehnt, andernfalls wird sie es. Die 
Grenze zwischen Annahme- und Ablehnungsbereich (oder Signifikanzbereich) wird mit 
Hilfe des Signifikanzniveaus  bestimmt, wobei bei einem zweiseitigen Test beide Teile des 
Ablehnungsbereiches gleichgroß sind. Die beidseitige Variante des Tests wird dann 
verwendet, wenn große und kleine Werte gegen die H0-Hypothese sprechen. Interessieren 
uns dagegen nur „Ausreißer“ in eine Richtung des Erwartungswertes, wird ein einseitiger 
Test durchgeführt. 

Will man nun den P-Wert eines zweiseitigen Tests zu dem eines einseitigen abändern, 
muss dieser halbiert werden, da der Ablehnungsbereich um die Hälfte kleiner wird. Durch 
die Verkleinerung dieses Bereiches fallen nämlich die auf einer Seite liegenden extremen 
Werte aus dem Bereich der Ablehnung heraus. Diese Umrechnung des P-Wertes ist 
allerdings nur dann erlaubt, wenn es sich um eine symmetrische Verteilung (wie aus 
Abbildung 1) handelt.  
 
 
1.2 Zentraler Grenzwertsatz und Theorie der kleinen S tichproben 

 
Der Zentrale Grenzwertsatz sagt aus, dass die normierte Summe einer großen Anzahl an 
unabhängigen, identisch verteilten Zufallsvariablen annähernd (standard-) normalverteilt ist. 
Mit diesem Satz lässt sich das häufige Auftreten der Gaußschen Normalverteilung erklären, 
und stellt somit ein sehr wichtiges Resultat der Wahrscheinlichkeitstheorie dar. 
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 Die Approximation durch die Normalverteilung vieler Formeln  von 
Stichprobenverteilungen gilt allerdings nur für große Stichproben, d.h. bei einem 
Stichprobenumfang von größer 30, und wird mit steigender Größe immer besser. Für kleine 
Stichproben ist diese Abschätzung durch die Standardnormalverteilung aber ungenau und 
wird mit sinkendem Umfang immer schlechter, weshalb es spezielle Verteilung für kleine 
Stichproben gibt. Die Ergebnisse der kleinen Stichprobentheorie gelten sowohl für kleine 
als auch für große Stichproben. Zu ihr gehören unter anderem die Students t-Verteilung, 
die Chi-Quadrat (� ²)-Verteilung und die F-Verteilung. In diesem Abschnitt wird allerdings 
nur auf erstere genauer eingegangen. 
 
 
1.2.1 Students  t-Verteilung 
 
Die t-Verteilung wurde von einem Mitarbeiter der Brauerei Guinness, William S. Gosset, 
Anfang des zwanzigsten Jahrhunderts entdeckt. Dieser veröffentlichte 1908 unter dem 
Pseudonym „Student“ seine Arbeiten, um nicht von der Konkurrenz erkannt zu werden. Bei 
der Behandlung kleiner Stichproben zur Qualitätskontrolle im Brauprozess stieß er auf die t-
Verteilung. Sie wird unter anderem zur Beurteilung der Unterschiede zweier Mittelwerte 
benutzt. Folgende Gleichung  beschreibt den Wert der Variablen t: 

                                                                                                                     
Im Zähler steht eine standardnormalverteilte („standard-“, da mit Erwartungswert 0 und 
Varianz 1) Variable. Der Nenner ist die Wurzel des Quotienten aus einer � ² -verteilten 
Variablen mit Freiheitsgrad m und dem Freiheitsgrad m selbst. Die Variable t ist 
symmetrisch um den Wert 0 verteilt. Zu den Eigenschaften der t-Verteilung gehört, dass sie 
stetig und unimodal ist, ihr Wertebereich (wie bei der Normalverteilung) von +�  bis -�  reicht 
und bei größer werdenden Freiheitsgraden in die Normalverteilung übergeht.   

                                               
Abbildung 2: Dichtefunktion der t-Verteilung für Freiheitsgrad (degree of freedom= df) m= 4 (grün), m= 9  

        (schwarz) und m= 20 (rot) [Reber, M., Sudhop, T.] 
 
 
1.2.2 Gamma-Verteilung 
 
Bei der von Leonhard Euler beschriebenen Gamma-Verteilung handelt es sich um eine 
kontinuierliche, reproduktive Wahrscheinlichkeitsverteilung über positive reelle Zahlen. 
Reproduktiv bedeutet in diesem Zusammenhang, dass die Summer zweier stochastisch 
unabhängiger, Gamma-verteilter Zufallsvariablen auch Gamma-verteilt ist. Der Name der 
Funktion ergibt sich aus der Definition ihrer Dichte, in der die Gamma-Funktion auftritt. Die 
Gamma-Funktion ist die Erweiterung der Fakultätsfunktion auf die positiven reellen Zahlen.  
Die Dichte dieser Verteilung ist wie folgt gegeben: 
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Außer der Variablen x tauchen hier zwei weitere Parameter auf, �  und � .  Der Parameter �  
ist der Skalenparameter, der bei � >1 die Verteilungsfunktion parallel zur x-Achse staucht 
bzw. bei � <1 streckt. �  ist der formgebende Parameter. Für � = 1 ist die Funktion eine 
Exponentialfunktion. �  selbst kann in Abhängigkeit von �  angegeben werden, weshalb bei 
Optimierungen (die später gebraucht werden) über Gamma-verteilte Variablen nur �  
betrachtet werden muss. 

 
Abbildung 3: Dichte der Gamma-Verteilung für verschiedene �  und �  [Drees, H.] 
 
Den Erwartungswert beschreibt der Ausdruck E(X)= � /�  und die Varianz V(X)= � /� ². 
 
 
1.3 Bootstrap 
 

Mit Hilfe des Bootstraps erzeugt man sich aus Daten Bootstrapmengen, um Werte für 
jede erdenkliche Statistik (zum Beispiel Mittelwert) zu replizieren, unter der Voraussetzung, 
dass dieser eine Datensatz eine repräsentative und unabhängige Stichprobe aus der 
wahren Verteilung der Daten ist. Der Gedanke hinter diesem Vorgehen ist folgender: Der 
gesampelte Parameter � * ist genau so weit vom ML-Schätzer � ML entfernt wie � ML vom 
wahren Parameter �  (griechisches theta). In der Praxis greift man oft auf dieses Verfahren 
zurück, wenn die nochmalige Stichprobenentnahme aus der Grundgesamtheit mit zu hohen 
Kosten verbunden ist.  
 Es lässt sich zwischen einem nichtparametrischen und einem parametrischen 
Bootstrap (oder Monte Carlo Simulation) differenzieren. Bei ersterem werden, um die 
Bootstrap-Stichproben zu simulieren, aus der einen Stichprobe Daten mit Zurücklegen 
gezogen. Mit diesen Stichproben werden dann die einzelnen Parameter � * bestimmt. Der 
parametrische unterscheidet sich nun darin, dass bei ihm eine Verteilung zugrunde gelegt 
wird, anhand der man die Bootstrap-Stichproben erzeugt. Auch hier werden dann im 
nächsten Schritt die Parameter � * für jede Stichprobe bestimmt. Der Nachteil an der 
parametrischen Variante ist der, dass er aufgrund der Verteilungsannahme abhängiger von 
der Richtigkeit des zugrunde gelegten Modells ist.  
 In der Phylogenie sieht der nichtparametrische Bootstrap so aus, dass wir zunächst 
die gegebenen Sequenzen miteinander alignieren (dieser Schritt gehört nicht zum 
eigentlichen Verfahren) und dann sitewise (Den Sites des Datensatzes entsprechen die 
Spalten.) mit Zurücklegen ziehen, um die neuen Stichproben zu simulieren. 
 Das parametrische Bootstrap-Verfahren sieht wie folgt aus: Aus dem Initialdatensatz 
kann man einen Baum konstruieren, der die Evolution der Sequenz widerspiegelt. Mit Hilfe 
eines zuvor festgelegten Evolutionsmodells lassen sich dann anhand des Baumes neue 
Datensätze generieren, die Bootstrap-Stichproben. Beim parametrischen Bootstrap wird 
also keine Verteilung zugrunde gelegt, sondern ein Sequenzevolutionsmodell. In dem 
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Anwendungsgebiet der Phylogenie ist der vorher beschriebene nichtparametrische 
Bootstrap die typischere Variante.     
 
 
2 Verschiedene Tests  
 

Das Thema des Papers von Goldman, Anderson und Rodrigo handelt allgemein von 
statistischen Tests auf Topologien, um zu beurteilen, ob diese die gegebenen 
Sequenzdaten gleichermaßen unterstützen. Das Hauptanliegen der Autoren ist es, deutlich 
zu machen, dass ein in der Praxis häufig verwendeter Test, der Kishino-Hasegawa-Test, 
falsch angewandt wird (zum Beispiel in PHYLIP, MOLPHY, PUZZLE und PAUP*). Sie 
beschreiben die Grundlagen des Tests und seiner Varianten, erklären den Fehler in der 
Anwendung und schlagen Alternativen wie den Shimodaira-Hasegawa- oder den Swofford-
Olsen-Waddel-Hillis-Test vor. Da diese vorgeschlagenen Testverfahren gleichermaßen 
relevant für DNA- und Aminosäuredatensätze sind, wird für beide jeweils noch ein Beispiel 
genannt werden. 
     
  
2.1  Kishino-Hasegawa-Test (KH-Test)  
 
Hasegawa und Kishino haben 1989 Methoden entwickelt, um ein Konfidenzintervall für die 
Differenz der Wahrscheinlichkeiten zweier Topologien für den gleichen Datensatz zu 
bestimmen. Ursprünglich sollten diese Tests nur auf Topologien angewandt werden, die a 
priori, d.h. ohne vorherige Analyse, ausgewählt worden waren. Da man mit den Ideen von 
Hasegawa und Kishino (KH-Test) aber einige Tücken der Phylogenieschätzung (zum 
Beispiel, dass verschiedene Topologien verschiedene Parametersätze haben können) 
überwinden konnten, wurde diese schnell für nichtparametrische Analysen in Betracht 
gezogen und in (den oben bereits genannten) Softwarepaketen umgesetzt. Heute wird der 
KH-Test in den meisten dieser Fälle allerdings zum Vergleich einer Maximum Likelihood 
(ML)-Topologie mit einer anderen herangezogen. Wie kommt man aber auf die ML-
Topologie? Natürlich nach der Analyse der Topologien! Somit sind die Topologien nicht 
mehr a priori festgelegt, sondern a posteriori. Die Autoren behaupten, dass genau darin der 
Fehler aller dieser späteren Anwendungen liegt. Auch Swofford et al. (1996) und 
Shimodaira und Hasegawa (1999) waren bereits auf die fehlerhaften Tests aufmerksam 
geworden.  
 Bevor wir die Grundlagen des KH-Tests erarbeiten, werden noch einige (einfache) 
grundlegende Terminologien und Notationen eingeführt: Tj ist die Topologie des j-ten 
Baumes, TML die des ML-Baumes.  
In � x werden die Astlängen des Baumes für Topologie Tx und die Parameter des zugrunde 
gelegten Sequenzevolutionsmodells zusammengefasst. Zu Beginn eines Tests wird ein 
Modell für den ganzen weiteren Test bestimmt. Je nach dem welches also gewählt wurde, 
können sich unterschiedlich viele Parameter im Parametersatz � x befinden. Wenn in den 
Tests später von Reoptimierung gesprochen wird, dann bedeutet das, dass das 
Evolutionsmodell gleich bleibt und mit unterschiedlichen Parametern innerhalb von � x 
gerechnet wird.  
Mit  diesem Modell können wir dann auch die logarithmische Likelihood Lx für die Topologie 
Tx, über eine Maximierung aller möglichen � x, evaluieren. Um also LML zu bestimmen, 
müssen erst die Likelihoods jeder einzelnen Topologie bestimmt werden. Hierbei sollte 
beachtet werden, dass die Likelihood eine bedingte Wahrscheinlichkeit ist. Sie ist definiert 
als die Wahrscheinlichkeit, dass die Daten D auftreten bedingt durch den Parameter � x:              
Lx= Pr[D| � x].  
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Unter Lx(k) versteht man die Likelihood, dass an Position k der bestimmte Wert anzutreffen 
ist. Somit ergibt sich für die Likelihood des Baumes x mit insgesamt S vielen Positionen 

.  
Mit �  (griechisches delta) bezeichnen wir die Differenz zwischen log-Likelihoods zweier 
Topologien, mit E[X] den Erwartungswert einer Statistik X.  
Für die i-te Bootstrapdatenmenge ergeben sich folgende Bezeichnungen: � (i) beschreibt die 
log-Likelihood Differenz, Lx

(i) die Likelihood der Topologie Tx und Lx
(i)(k) die entsprechende 

sitewise Likelihood.  
Auf Seite 16 ist ein Überblick aller nun folgenden Tests und wo sie implementiert 

sind dargestellt (Tabelle 1). Da in dieser Arbeit eine besondere Nomenklatur als 
Gedächtnisstütze und eine Art Zusammenfassung für die Tests eingeführt wurde, ist ihre 
Erklärung auf Seite 17 in Tabelle 2 angegeben. Eine kurze Erklärung ist bei der ersten 
Erwähnung des Tests in Klammern dahinter angegeben. 
 Stellen wir uns vor, dass wir zwei a priori Topologien T1 und T2 gegeben haben und 
wir wissen wollen, ob diese beiden den Datensatz gleichermaßen unterstützen. Unsere H0-
Hypothese wäre also: Beide Topologien sind gleichgute Erklärungen. Rein intuitiv kann 
davon ausgegangen werden, dass L1 �  L2 ist, obwohl H0 zutreffen mag. Falls H0 allerdings 
zutreffen sollte, wird erwartet, dass „im Mittel“ L1 = L2 oder anders ausgedrückt, dass der 
Erwartungswert von �  gleich null sein wird mit �  �  L1 - L2. Unsere H0-Hypothese würde also 
lauten E[� ] = 0 und HA E[� ] �  0.    
 
Test priNPfcd   (Test mit a priori bestimmten Topologien, nichtparametrischem Bootstrap, 
alle Parameter werden für jede Bootstrapmenge optimiert, � (i) werden zentriert, �  wird direkt 
mit der geschätzten Verteilung verglichen)   
Um für die obige H0-Hypothese einen solchen Test auszuführen, brauchen wir eine 
Verteilung für � . Da diese aber nicht in der Hypothese gegeben ist, wird ein 
nichtparametrischer Bootstrap, der wie bereits bekannt keine Verteilungsannahme macht, 
verwendet (im Namen durch „NP“ ersichtlich). Der fundamentale KH-Test geht wie folgt vor:  
1. Teststatistik �  berechnen: �  �  L1 - L2  
2. Mit nichtparametrischem Bootstrap (siehe 1.3) Datenmengen erzeugen (nummeriert  
    mit i). 
3. Für jedes i:  

·  Schätzen von � 1 und � 2, um maximale Wahrscheinlichkeiten L1
(i) und L2

(i) zu erhalten 
·  Berechnen von � (i) �  L1

(i) - L2
(i) 

4. Zentrieren der � (i) ergibt 	 (i) (griechischer Großbuchstabe für � ). Die Zentrierung erfolgt  
    dadurch, dass von jedem � (i) das Mittel über alle � (i)  der Bootstrapmengen i abgezogen  
    wird. Dabei ist die Verteilung der 	 (i) eine Schätzung für die Verteilung der Teststatistik � . 
5. Da wir nicht wissen, welche der beiden Topologien wir bevorzugen sollen, setzen wir  
    einen zweiseitigen Test an und überprüfen, ob die Teststatistik �  in das         
    Konfidenzintervall für E[� ] fällt. 
(Bis zu Schritt 3 einschließlich entspricht der Test priNPfcd der Idee von Kishino und 
Hasegawa. Die Schritte 4 und 5 wurden für die Implementierung hinzugefügt.) 
Goldman et al. verweisen auf zwei Arbeiten von Hope (1968) und Marriott (1979) und 
schließen, dass 100 Bootstrapmengen ausreichen müssten, um eine möglichst genaue 
Schätzung für die Verteilung von �  für einen (nichtparametrischen oder parametrischen) 
Test zum Signifikanzniveau von 5% zu erhalten. Will man größere Genauigkeit erzielen, 
sollten mehrere Datenmengen generiert werden. 
 Wahrscheinlich wurde der Test nie implementiert, weil die Laufzeit durch das 
Neuschätzen der Parametersätze � 1 und � 2 für jede erzeugt Menge zur Zeit der 
Testentwicklung zu groß war. Obwohl dies heute augrund der schnelleren Rechner kein 
allzu großes Problem mehr darstellt, ist er immer noch nicht programmiert worden, da man 
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meist an Phylogenien interessiert ist, bei denen zumindest eine der beteiligten Topologien a 
posteriori gewählt werden (dazu später mehr).  
 
Um also Rechenzeit zu sparen entwickelten Kishino und Hasegawa (1989) die Resampling 
estimatid log-likelihood-Methode. Mit der RELL-Methode braucht man die beiden 
Parametersätze nicht für jede Bootstrapmenge neuschätzen, sondern nimmt die für den 
Originaldatensatz einmal anfangs optimierten ML-Schätzer � ML,1 und � ML,2. Auf diese 
zusätzliche Unsicherheit wird in folgenden Tests mit einem Hochkomma an den Variablen 
hingewiesen. Um die RELL-Methode zu gebrauchen, gibt es zwei Voraussetzungen: zum 
einen müssen große Datenmengen vorhanden sein, zum anderen muss das zugrunde 
gelegte evolutionäre Modell korrekt spezifiziert sein. In der Anwendung hat sich die RELL-
Methode als gut erwiesen. 
Test priNPncd (Test mit a priori bestimmten Topologien, nichtparametrischem Bootstrap, 
keine Parameter werden für Bootstrapmengen optimiert, � (i) werden zentriert, �  wird direkt 
mit der geschätzten Verteilung verglichen)   
Im Namen zeigt sich der Unterschied zum vorigen Test darin, dass anstelle des „f“ (full 
optimization) ein „n“ (no optimization) steht, d.h. es wird nicht für jede generierte Menge der 
Parameter neuoptimiert. 
1. Teststatistik berechnen: �  �  L1 - L2  
2. Mit nichtparametrischem Bootstrap Datenmengen erzeugen (nummeriert mit i). 
3. Aus dem Originaldatensatz werden die Parameter � ML,1 und � ML,2 und mit ihnen    
    für die Datenmenge i die log-Likelihood L’1

(i)  und L’2
(i) bestimmt. Die      

    gebootstrapten Werte � ’(i) �  L’1
(i) - L’2

(i) werden berechnet. 
4. Die erhaltenen � ’(i) werden zentriert, da es sich um einen nichtparametrischen Test  
    handelt. Dadurch entstehen 	 ’(i)- Werte. 
5. Ein zweiseitiger Test wird angesetzt und damit überprüft, ob die Teststatistik �  in das       
    Konfidenzintervall für E[� ] fällt. 
 
Des Weiteren haben Kishino und Hasegawa (1989) unter Einbeziehung des Zentralen 
Grenzwertsatzes geschlussfolgert, dass die Differenz der Likelihoods zweier Topologien (� ) 
normalverteilt ist (im Namen durch das zweite „n“ ausgedrückt) und, dass Mittel und 
Varianz in Abhängigkeit der Differenzen für die Bootstrapmengen (� (i)) ausgedrückt werden 
können. Die Voraussetzungen für diese Folgerung sind die gleichen wie bei der RELL-
Methode. 
Test priNPncn (Test mit a priori bestimmten Topologien, nichtparametrischem Bootstrap, 
keine Parameter werden für Bootstrapmengen optimiert, � (i) werden zentriert, �  wird als 
normalverteilt angenommen)   
1. Schritte 1 bis 4 (das heißt alle bis auf den letzten Schritt) des Test priNPncd ausführen. 
2. Berechne die Varianz (
 ²= griechisches nü) von 	 ’(i) und teste, ob die Teststatistik �  in 
das Konfidenzintervall für E[� ] einer N(0, 
 ²)- Verteilung fällt.  
 
Beide oben genannten Tests sind selten in Programme umgesetzt worden. Häufiger findet 
sich eine Variante, die eine zusätzliche Behauptung (=additional assumption  �  a an letzter 
Position im Namen) aufstellt: Die Varianz von �  entspricht der Varianz der Differenzen von 
log-Likelihoods der Sites (� (k) �  L1(k) - L2(k)). Implementiert ist er in PHYLIP (Felsenstein 
1995), PUZZLE (Strimmer et. al, 1997) und MOLPHY (Adachi und Hasegawa), wobei der 
Benutzer im letzteren Softwarepacket den statistischen Test selbst ausführen muss. Die 
nun folgenden zwei Tests kommen ganz ohne den Bootstrap aus, sind also sogar noch 
schneller als die mit der RELL-Methode: 
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Test priNPnca (Test mit a priori bestimmten Topologien, nichtparametrischem Bootstrap, 
keine Parameter werden für Bootstrapmengen optimiert, � (i) werden zentriert, zusätzlich 
Annahme: Varianz von �   mit Varianz von � (k) berechenbar)   
1. Teststatistik berechnen: �  �  L1 - L2  
2. Es werden die Parameter � ML,1 und � ML,2, mit ihnen die log-Likelihoods der     
    Sites L1(k) und L2(k) aus dem Originaldatensatz und � (k) �  L1(k) - L2(k)    
    bestimmt.  
3. Das Zentrieren der � (k) ergibt 	 (k). 
4. Die Varianz von 	 (k) lässt sich mit 
 ²= � k(	 (k))²/(S-1) beschreiben, da die Varianz als der  
    Durchschnitt aus den quadrierten Abweichungen aller Einzelwerte vom Gesamtmittelwert         
    definiert ist. Die Abweichung vom Mittelwert entspricht hier 	 (k). (Im Nenner ist anstelle    
    von „S“ „(S-1)“ verwendet. Statistiker machen oft von diesem Satz Gebrauch, um einen  
    besseren Wert zu erhalten.) Mit kleinen Umformungen kommt man zum Ergebnis, dass     
    die Varianz von �  dann mit S* 
 ² approximiert werden kann. 
5. Teste, ob die Teststatistik �  in das Konfidenzintervall für E[� ] einer N(0, S*
 ²)- Verteilung  
    fällt.  
 
In PAUP* von Swofford (1998) wird eine noch extremere Annahme gemacht (=stronger 
assumption  �  s letzter Position im Namen): Die � (k) sind selber normalverteilt.  
Test priNPncs  (Test mit a priori bestimmten Topologien, nichtparametrischem Bootstrap, 
keine Parameter werden für Bootstrapmengen optimiert, � (i) werden zentriert, stärkere 
Schätzung: � (k) wird als normalverteilt angenommen)   
1. Schritt 1 bis 3 von Test priNPnca ausführen. 
2. Führe gepaarten t-Test (siehe  1.2.1) von L1(k) und L2(k) aus (mit folgenden Paaren    
    {L1(1), L2(1)}, {L1(2), L2 (2)},…, { L1 (S), L2 (S)}) zur Überprüfung, ob die Mittelwerte gleich  
    sind (E[� 1 - µ2] =0). 
Wenn die oben gemachte Annahme korrekt ist, dann garantiert sie auch die Richtigkeit der 
vorigen Annahme (aus dem Test davor) einer Normalverteilung für � . Allerdings gibt es 
keine theoretische Rechtfertigung weder für die schwächere noch für die stärkere 
Annahme. Dennoch liefert PAUP* erstaunlicherweise vergleichsweise ähnliche Ergebnisse 
(besonders für große Anzahl an Alignmentpositionen S) wie das Unterprogramm DYNAML 
von PHYLIP, welches die schwächere Annahme macht.   
 
Der folgende Abschnitt soll verdeutlichen, warum es von großer Bedeutung ist, die 
Topologien a priori, d.h. ohne sich die dazugehörigen Daten vorher zu analysieren, 
auszuwählen. Besonders, wenn die zu überprüfende H0-Hypothese  E[� ]=0 ist, sollte darauf 
geachtet werden. Ist nämlich eine der beiden Topologien TML, so ist  E[� ] stets > 0 (bzw. 
E[� ] stets < 0, wenn TML als die zweite Topologie gewählt wurde, was mit analogen 
Argumenten erklärt werden kann und deshalb im Weiteren nicht mehr erwähnt wird). Dies 
liegt daran, dass die Wahrscheinlichkeit für TML stets mindestens so groß sein wird wie die 
irgendeiner anderen Topologie. Selbst Hasegawa und seine Mitarbeiter (1988, 1989) 
warnen vor der a priori Wahl, wenn der Erwartungswert null sein soll. Die erste ausführliche 
Erklärung der Fehler geht auf Shimodaira und Hasegawa im Jahre 1999 zurück. Nach 
ihnen ist ein alternativer korrekter, nichtparametrischer Test benannt (SH-Test, dazu später 
mehr). 

Ein anderer gravierender, aber weit verbreiteter Fehler bei der Anwendung des KH-
Tests unter diesen Umständen ist, der zweiseitige statistische Test. Statt ihm sollte ein 
einseitiger Test verwendet werden, da bei dieser H0-Hypothese nur Abweichungen in eine 
„Richtung“ des Mittelwertes interessant sind.  

Um die gemachten Fehler zu illustrieren, betrachten wir ein analoges Problem, einen 
100m Sprint. Zunächst aber erst einmal eine Darstellung für das korrekte Vorgehen: Stellen 
wir uns vor, dass der Trainer Miraculix seines Leichtathletik-Teams daran interessiert ist, ob 
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sich die erzielten Zeiten seiner beiden Sprinter, Obelix oder Asterix, signifikant voneinander 
unterscheiden. Um die Aufgabe zu lösen, bestimmt er über mehrere Rennen ihre Zeiten t 
und berechnet die Differenz  � (Asterix, Obelix) �  t(Asterix) - t(Obelix). Da Asterix oder aber 
Obelix in den Rennen gewinnen können, kann � (Asterix, Obelix) positive und negative 
Werte annehmen. Sind beide Sprinter gleich gut, dann wird sich der Mittelwert von �  um 
null befinden. Der Teamstatistiker schlägt vor, die Varianz von � (Asterix, Obelix) zu 
berechnen und einen Signifikanztest mit folgenden Hypothesen auszuführen: 
H0: E[� (Asterix, Obelix)] = 0 und HA: E[� (Asterix, Obelix)] �  0. Es ist unschwer zu erkennen, 
dass Asterix die Topologie T1 und Obelix die Topologie T2 des KH-Tests darstellen. Die 
gemessenen Zeiten entsprechen dabei den log-Likelihoods der Topologien. 
 Verdeutlichen wir nun den gemachten Fehler: Der Trainer ist der Meinung, dass 
Idefix der schnellste in seinem Team ist. Von seiner statistischen Fertigkeit im vorigen Fall 
optimistisch gestimmt, schlägt der Trainer ein ähnliches Verfahren vor: ebenfalls die Zeiten 
von Idefix festhalten und diese mit der des Schnellsten des Rennens zu verglichen. Er 
argumentiert weiter, dass falls Idefix wirklich der schnellste im Team ist, dann sollte 
� (Idefix, Schnellster) �  t(Idefix) - t(Schnellster) über viele Rennen gemittelt auch wieder null 
sein. Diesmal musste der Statistiker aber Einwand erheben, da diese Annahme zwingender 
Weise falsch ist. � (Idefix, Schnellster) wird in den Sprints positiv ausfallen, wenn Idefix nicht 
der Schnellste ist. Es wird sich aber nie ein negativer Wert für die Differenz ergeben, selbst 
wenn Idefix der Schnellste ist, um im Mittel auf null kommen zu können. 
� (Idefix,Schnellster) ist sogar stets > 0, da man mit Sicherheit sagen kann, dass ein 
Teammitglied bei irgendeinem Sprint Idefix besiegen wird. Mit größer werdender 
Teamgröße nimmt diese Wahrscheinlichkeit sogar zu. Ein Signifikanztest sollte also nicht 
auf E[� (Idefix, Schnellster)] �  E[t(Idefix) - t(Schnellster)] = 0 beruhen. Auch in diesem Fall 
ist es nicht schwer zu erkennen, dass Idefix für die Maximum Likelihood Topologie TML, der 
schnellste Sprinter für T1 und die gestoppten Zeiten wieder für die Likelihoods stehen.  
     
Aufgrund der beiden oben genannten schwerwiegenden Fehler, sind die verschiedenen 
Varianten des KH-Tests, die mit TML  arbeiten, falsch. Als Alternativen werden der 
nichtparametrische SH- und der parametrische SOWH-Test vorgestellt.           
 
 
2.2 Shimodaira-Hasegawa-Test (SH-Test) 
 
Shimodaira (1993, 1998) und Shimodaira und Hasegawa (1999) haben einen 
nichtparametrischen Test vorgeschlagen, der ähnlich zum KH-Test ist. Im Shimodaira-
Hasegawa-Test werden alle Topologien der Menge �� gleichzeitig miteinander verglichen. 
Um zu gewährleisten, dass die wahre Topologie auch gewählt werden kann, ist es sehr 
wichtig, dass �� alle möglichen Topologien enthält, selbst die mit kleinen Likelihoods, sonst 
würde auch das Signifikanzintervall nicht korrekt berechnet werden. Die Hypothese, die hier 
getestet wird, ist:  

H0: alle Tx 
  �  sind gleichgute Erklärungen für den Datensatz 
HA: einige oder alle Tx 
  �  sind keine gleichguten Erklärungen für den Datensatz 

Test posNPfcd (Test mit a posteriori bestimmten Topologien, nichtparametrischem 
Bootstrap, alle Parameter werden für jede Bootstrapmenge optimiert, � (i) werden zentriert, �  

wird direkt mit der geschätzten Verteilung verglichen)   
1. Für jedes Tx 
  �� berechne: � x �  LML – Lx  
2. Mit nichtparametrischem Bootstrap erzeugen der Datenmengen i.  
3. Für jedes i und jedes Tx: maximiere Lx

(i) über Reoptimierung von � x 
4. Für jedes Tx: Zentriere Lx

(i) durch Abziehen des Mittels über alle i von Lx
(i). Dadurch 

entsteht ��x
(i). 
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5.  Für jedes i: 
·  Finde ��ML

(i) (Maximum über ��x
(i)) 

·  Berechne Bootstrapstatistik: � x
(i) �  ��ML

(i)  - ��x
(i) 

6. Führe einseitigen Test durch (da es gilt, dass ��ML
(i)  �  ���x

(i)): 
 Liegt � x im Konfidenzintervall für E[� x] bei einer � x

(i)-Verteilung? 
Im Namen taucht das erste Mal als Präfix die Silbe „pos-“ (von a posteriori) auf. Das Präfix 
drückt aus, dass im Laufe des Tests an einer Stelle eine Maximum Likelihood 
Wahrscheinlichkeit bestimmt wird.  
 
Um Zeit zu sparen kann auch hier auf das ständige Neuschätzen von � x verzichtet werden. 
Mit der RELL- Methode werden dann die Lx

(i) schneller gefunden. Die Entwickler des SH-
Tests haben den unten aufgeführten Test implementiert: 
Test posNPncd (Test mit a posteriori bestimmten Topologien, nichtparametrischem 
Bootstrap, keine Parameter werden für Bootstrapmengen optimiert, � (i) werden zentriert, �  

wird direkt mit der geschätzten Verteilung verglichen)   
1. Für jedes Tx 
  � : � x �  LML – Lx 
2. Mit nichtparametrischem Bootstrap Datenmengen i erzeugen.  
3. Für jedes i und jedes Tx: approximiere Lx

(i) mit � ML,x 
4. Rest wie im Test posNPncd (ab Schritt 4), nur dass an jede Variable (´) anzufügen 

ist, da es sich um eine weitere Schätzung handelt. 
 
Besonders festzuhalten ist, dass bei einem SH-Test Signifikanzbereiche für jede der 
Topologien in �� berechnet wird. Der SH-Test lässt sich zu einer Version des KH-Tests 
reduzieren, bei der eine a priori gewählte Topologie T1 mit einer posteriori gewählten TML 

verglichen wird und nur eine Verteilung mit � 1
(i) bzw. � ’1

(i) für � 1 berechnet wird. Der wichtige 
Unterschied liegt allerdings darin, dass zur Verteilungsberechnung alle Topologien aus ��
herangezogen werden. 
 
Es stellt sich natürlich nun die Frage, ob die in früheren Arbeiten veröffentlichten 
Ergebnisse, die auf dem KH-Test beruhen, noch aussagekräftig sind. Nur eine Möglichkeit 
lässt sich finden: Den P-Wert des einseitigen Tests zu dem eines zweiseitigen Testes durch 
Halbierung konvertieren. Liefert der KH-Test nämlich den P-Wert p, wird der korrekte 
zweiseitige SH-Test einen P-Wert von mindestens p/2 bei einer symmetrischen Verteilung 
liefern. Ist also p/2 groß genug gewesen, um die H0-Hypothese abzulehnen, zum Beispiel 
p/2 > 0,05 bei einem Signifikanzniveau von 5%, dann kann man sich sicher sein, dass auch 
der SH-Test zu gleichem Ergebnis kommen wird.  

In allen anderen Fällen, das heißt, wenn p/2 zu klein ist, um H0 ablehnen zu können, 
zum Beispiel p/2 < 0,05 bei einem Signifikanzniveau von 5%, kann nicht mit Sicherheit 
gesagt werden, dass der SH-Test das gleiche Ergebnis wie der KH-Test liefert. Der Grund 
liegt darin, dass wir nicht Abschätzen können, um welche Größe der P-Wert des SH-Tests 
größer sein wird als p/2. Eben, wenn p zu einer Ablehnung von H0 im falschen KH-Test 
geführt hat (zum Beispiel mit �  = 5%: p < 0,05 impliziert p/2 < 0,025) oder wenn p gerade 
so nicht zu einer Ablehnung von H0 geführt hat (zum Beispiel 0,05 < p < 0,1 impliziert 0,025 
< p/2 < 0,05).  

Zusammenfassend lässt sich also sagen, dass sich der korrekte SH-Test nur dann 
das gleiche Ergebnis wie der KH-Test hervorbringt, wenn der P-Wert größer als der 
zweifache Wert des Signifikanzlevels ist. Ist der P-Wert kleiner als dieser Wert, wird man 
nicht um eine komplette Neuanalyse des Datensatzes kommen.    
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2.3 Swofford-Olsen-Waddel-Hillis-Test (SOWH-Test) 
 
Bei dem von Swofford, Olsen, Waddel und Hillis (1996) vorgeschlagenen Testverfahren 
handelt es sich um einen parametrischen Test, das heißt in den folgenden Tests tritt im 
Namen ein „P“ anstelle des „NP“. Trotz der steigenden Popularität von parametrischen 
Verfahren, scheint der SOWH-Test wenig bekannt und benutzt zu sein. Ziel des SOWH-
Tests ist es abzuschätzen, ob eine a priori gewählte Topologie T1 zugunsten einer anderen 
verworfen werden sollte.  
Bei nichtparametrischen Tests, solche die  bis eben noch besprochen worden sind, ist der 
Schritt der Zentrierung der � (i) von großer Wichtigkeit, um zu gewährleisten, dass die 
erhaltenen 	 (i) H0-konform sind, d.h. die � (i) werden durch diesen Vorgang um den Wert null 
transformiert und ermöglichen dadurch erst, dass die H0-Hypothese, E[� ]=0, überhaupt 
erfüllt werden kann. Bei einem parametrischen Test dagegen kann man �  direkt mit der 
Verteilung von � (i) vergleichen ohne diese zuvor zu zentrieren, da die generierten Mengen 
mit der H0-Hypothese erzeugt worden sind. Die H0-Hypothese unterscheidet sich von der 
der vorigen Tests, da wir mit der TML Topologie arbeiten: 
H0: T1 ist die wahre Topologie und HA: Die wahre Topologie ist eine andere. Der Test setzt 
sich wie folgt zusammen: 
 
Test posPfud (Test mit a posteriori bestimmten Topologien, parametrischem Bootstrap, 
alle Parameter werden für jede Bootstrapmenge optimiert, � (i) werden nicht zentriert, �  wird 
direkt mit der geschätzten Verteilung verglichen)   

1. Teststatistik: �  �  LML – L1  
2. Mit parametrischem Bootstrap und ML-Schätzer � ML,1 für die Topologie T1 vom 

Originaldatensatz Datenmengen i erzeugen  
3. Mit T1 den Parameter � 1 für jede Menge i schätzen, um maximale L1

(i) zu errechnen 
4. Bestimme LML

(i) durch das Maximieren der Likelihood über alle Topologien Tx, indem 
� x neu geschätzt wird 

5. Mit � (i) �  LML
(i) - L1

(i) wird eine Verteilung (unter H0) für �  modelliert. 
6. Mit einem einseitigen Test (da wir wissen, dass �  >0 ist) überprüfen, ob �  in den 

Annahmebereich fällt. 
Auffallend ist, dass die Teststatistik �  genauso wie bei den anderen beiden Tests (KH- und 
SH-), berechnet wird.  
 
Da der Test nicht besonders schnell ist wird eine RELL-ähnliche Methode zunächst nur für 
die Topologie T1 angewandt: 
Test posPpud  (Schätzung unter H0) (Test mit a posteriori bestimmten Topologien, 
parametrischem Bootstrap, Parameter werden nur partiell optimiert, � (i) werden nicht 
zentriert, �  wird direkt mit der geschätzten Verteilung verglichen)   

1. Schritte 1 und 2 siehe Test posPfud  
2. Für T1 benutze � ML,1, um  � 1

(i) zu erhalten 
3. Für alle Tx: Schätzen von � x , um später LML

(i) zu finden 
4. Finde LML

(i) 
5. � ��(i) �  LML

(i) – � 1
(i) (stellt Verteilung für �  dar)  

6. Einseitiger Test, bei dem überprüft wird, ob bei einer � �� (i)-Verteilung �  in den 
Annahmebereich fällt. 

Es wird stets gelten, dass � 1
(i) �  L1

(i), weil in H0 angenommen wird, dass T1 die wahre 
Topologie ist und jede Schätzung mindestens so gut sein muss. Mit der Gleichung von � ��(i) 
ist es dann ersichtlich, dass daraus � ��(i) �  � (i) folgt. Wenn dieser Test also H0 verwirft (wenn 
� � ��� � roße Werte annimmt), dann ist das Ergebnis sicher. Wird dagegen aber H0 nicht 
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verworfen, dann kann man nicht wissen, ob diese Schlussfolgerung auf die Schätzung 
zurückzuführen ist und wir bekommen kein eindeutiges Resultat.   
 
Da auch dieser Test keine großen Zeitersparnisse gegenüber dem Test posPfud bringt, da 
die RELL-Methode nur auf eine Topologie angewandt wurde, liegt es nahe, eine solche 
Approximation auch für die Topologien unter HA vorzunehmen (Test würde posPnud 
heißen).  Obwohl diese Maßnahme zwar wahrscheinlich Laufzeitersparnis mit sich bringen 
würde, befürchten Goldman et al., dass dadurch der Test auf zu vielen Schätzungen 
beruhen, sich zu weit von den wahren Wahrscheinlichkeiten entfernen und dadurch seine 
Aussagekraft verlieren würde. So ein Test wäre also nicht angebracht.  

Um aber trotzdem die Rechenzeit zu minimieren, wird der Einwand gebracht, dass 
es durch auch Parameter gibt, wie z. B. ML-Schätzungen von Basenfrequenzen in 
Substitutions-modellen oder Transversions-Transitions-Raten, die über viele Topologien 
hinweg einen konstanten Wert behalten. Deshalb scheint es plausibel, dass Komponenten 
von � ML,1, die nicht die Astlängen darstellen und allen Topologien gemein sind, als feste 
Werte anzunehmen. Dieser Schritt führt dazu, dass dann nur diejenigen Parameterwerte 
optimiert werden müssen, die „frei“ sind. Es ergibt sich also der Test posPpud   (Schätzung 
unter HA), bei dem alles wie im vorigen Test bleibt, nur dass ausschließlich die „freien“ 
Parameterwerte (Astlängen) maximiert werden. Deshalb werden aus den LML

(i)- 
Bezeichnern die entsprechenden Bezeichner mit Schätzungssymbol (´).   

In diesem Test können wir uns sicher sein, dass L´ML
(i) �  LML

(i) und somit � ��(i) �  � (i). 
Wenn also der Test scheitert H0 abzulehnen (Teststatistik �  nicht groß genug relativ zu � ��
(i)), dann ist das Ergebnis sicher. Lehnt der Test andererseits die Hypothese ab, könnte dies 
nur aufgrund der Schätzung sein. Die Autoren hoffen aber, dass der Effekt der 
Abschätzung nicht so groß sein wird. 
 
 
3   Beispiele 
 
3.1  DNA Beispiel  
 
Es sind sechs homologe Nukleotidsequenzen gegeben, die je 2 kbp lang sind, A1, A2, B, 
D, E1 und E2. Sie stammen vom gag (kodiert für das Kapsidprotein) und vom pol (kodiert 
für die Reverse Transkriptase) Gen des HIV-1 Subtypen. Nach dem Alignieren der 
Sequenzen ergab die konventionelle Phylogenieanalyse die Topologie T1 = ((A1,A2), (B,D), 
(E1,E2)) mit einer log-Wahrscheinlichkeit von L1 = -5073,75, die ML-Phylogenie TML =(A1, 
(B,D), (A2, (E1,E2))) mit LML = -5069,9 (je negativer der Logarithmus, desto kleiner die 
Wahrscheinlichkeit). Für den Maximum Likelihood Ansatz wurde mit dem REV+� -Modell 
(general time reversibel model with gamma distribution) gearbeitet. Das REV-Modell ist das 
allgemeinste aller zeitreversiblen Modelle, da jeder mögliche Parameter im 
Substitutionsmodell (es gibt sechs: vier für die Basenhäufigkeiten und zwei für 
Transversions- und Transitionsrate) anhand der Daten bestimmt wird. Mit der Gamma-
Verteilung (siehe auch 1.2.2) wird die Ratenheterogenität der Sites modelliert. In dem 
Parameter �  finden sich Astlängen, Basenhäufigkeiten, relative Substitutionsrate zwischen 
Nukleotidpaaren und der formgebende Parameter �  für die � - Verteilung. Um eine 
möglichst genaue Aussage machen zu können, wurden 1000 Bootstrapmengen generiert. 
Für alle durchgeführten Tests wurde die Teststatistik �  �  LML -L1 = 3,90 und �  = 5% 
verwendet.  
 Obwohl der KH-Test inkorrekt ist, werden seine Ergebnisse zu Vergleichszwecken 
mitangegeben: 
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Tabelle 3: P-Werte der verschiedenen Tests bei Nukleotidsequenzen des HIV-Viruses [Goldman et al.] 
 
Der in Klammern aufgeführte P-Wert des falschen, „einseitigen“ KH-Tests gibt einen Wert 
um 0,2 an und somit kein Ablehnung der Nullhypothese, da das Signifikanzlevel mit 0,05 
definiert gewesen war. Wie oben beschrieben dürfte der SH-Test ebenfalls kein Verwerfen 
der Hypothese liefern. Wir stellen fest, dass dies der Fall ist.  Auffallend ist weiterhin, die 
große Übereinstimmung der Werte des KH-Tests.  

Bei der Ausführung des SH-Tests wurden drei Topologien als mögliche in Betracht 
gezogen: T1,TML und die weitere Topologie (A2, (B, D), (A1, (E1, E2))). In den Ergebnissen 
ist nur der P-Wert des Tests T1 gegen TML aufgeführt. Da wir eine posteriori Auswahl der 
Topologien machen, muss der P-Wert einen höheren Wert ergeben. Dies stimmt mit der 
Tabelle überein. Obwohl zwei Versionen des SOWH-Tests durchgeführt wurden, einmal mit 
voller Optimierung (Test posPfud) und einmal mit einer Schätzung, stimmen sie nicht mit 
den Aussagen der anderen Tests überein. Die SOWH-Tests lehnen die Nullhypothese 
stringent ab mit 0,002, das heißt bevorzugt TML gegenüber von T1. Um diese Diskrepanz zu 
erklären, ziehen Goldman et al. drei Erklärungen in Erwägung: Die unterschiedliche Form 
ihrer Nullhypothesen, der Unterschied in der Teststärke eines parametrischen gegenüber 
eines nichtparametrischen Tests und die große Abhängigkeit parametrischer Tests von 
ihren zugrunde gelegten Modellen. In diesem Beispiel zieht der SH-Test drei Topologien als 
mögliche, gleich gute Erklärungen in Betracht, wohingegen beim SOWH-Test von Interesse 
ist, ob andere Topologien besser als T1 sind. Als eine Konsequenz daraus lässt sich 
festhalten, dass in der Nullhypothese des SH-Tests mehr a priori Topologien zugelassen 
sind, was im Allgemeinen zu strengeren Tests führt.  

Um die Abhängigkeit von Nukleotidsubstitutionsmodellen zu untersuchen, wurden 
die ML-Analysen an einigen Modellen durchgeführt. Da das REV-Modell offensichtlich das 
am besten passendste Modell ist, wurden alle Werte auf es bezogen: 
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Tabelle 4: Likelihoods der ML-Analyse bei Zugrundelegung verschiedener Substitutionsmodelle [Goldman et 
al] 
 
Es wurden somit alle erdenklichen Maßnahmen unternommen, um mögliche 
Ungenauigkeiten beim SOWH-Test zu erörtern und zu beseitigen. 
 
 
3.2  Aminosäure Beispiel 
 
Um den SH-Test zu illustrieren, haben Shimodaira und Hasegawa mitochondrische 
Proteinsequenzen mit jeweils einer Länge von 3414 Aminosäuren von sechs Säugetieren 
genommen: Mensch (H), Seehund (S), Kuh (C), Hase (R), Maus (M) und Opossum (O). Da 
(S, C) als wahr angenommen wurde, blieben 15 Topologien übrig, die betrachtet werden 

sollten. 15 deshalb, weil es nur einen möglichen Baum gibt, nämlich , und (S, C) als ein 
Individuum aufgefasst wird. Es gibt dann drei mal fünf verschiedene Anordnungen für die 
Blätter.  

Shimodaira und Hasegawa haben den SH-Test gleichzeitig für die 15 Topologien 
laufen lassen, und geschlussfolgert, dass sieben Topologien nicht verworfen werden 
konnten. A priori wurde diese Topologie gewählt: T1 = ((H, ((S, C), R)), M, O). Dieser wurde 
gegen   TML = (((H, (S, C)), R), M, O) getestet. Die Likelihoods für die Topologien wurden 
mit dem „model of mammalian mt aa replacement + F + �  “ (Yang et al. 1998) berechnet. 
Das „+F“ an Modellnamen steht dafür, wenn die Aminosäurenfrequenzen dadurch 
geschätzt werden, dass sie dem Anteil der beobachteten Daten entsprechen.       „+ � “ 
dafür, dass die Verschiedenheit der Raten mit Hilfe der Gamma-Verteilung (siehe 1.2.2) 
modelliert wird. Es wurden L1 = - 21727,26 und LML = - 21724,60 berechnet. Als 
Teststatistik ergab sich somit ��  LML - L1 = 2,66.  

 

 
 
Tabelle 5: Resultat der verschiedenen Teste mit Aminosäuren [Goldman et al.] 
 
Das Ergebnis für den einseitigen KH-Test, schlägt vor, T1 nicht zugunsten TML zu 
verwerfen. Auch hier deckt sich diese Aussage mit der des SH-Tests, dabei ist aber der 
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Unterschied in den P-Werten dieses Mal größer als in dem HIV-Beispiel (~0,20 und ~0,26). 
Der SOWH-Test gibt wieder ein anderes Resultat an: T1 wird zugunsten von TML verworfen. 
 Die 1000 Bootstrapmengen, die mit T1 generiert wurden, waren nur sieben von T1 

verschieden unter der ML-Analyse. Wenn also die Topologie, ihr ML-Schäter und das 
mtmam+F+ �  Modell der Aminosäurensubstitution alle richtig sind, dann würden wir mit 
einer Wahrscheinlichkeit von (1000-7)/1000� 0,99 erwarten, eine richtige Topologie zu 
finden. Dieses Argument ist aber unvereinbar, mit der Aussage des SOWH-Tests, der T1 

verwerfen würde. Die Erklärung der unterschiedlichen Ergebnisse ist noch ungeklärt. 
 
 
4 Ausblick 
 
In der Zukunft sollten statistische Tests in der Phylogenie nicht mit den KH-Tests 
ausgeführt werden, sondern mit den Alternativen, SH- oder SOWH-. Bereits publizierte 
Ergebnisse sollten mit großer Vorsicht zur Interpretation herangezogen werden, wenn nicht 
sogar ganz neu analysiert werden. Es gibt keinen Sinn posteriori bestimmte Topologien als 
priori auszugeben, um für die Interpretation „bessere“ Resultate zu erzielen, da diese 
Ergebnisse dann falsch sein werden.  

Will man Signifikanzwerte für mehrere Topologien berechnen, haben bereits Bar-
Hen und Kishino einen neuen parametrischen Test vorgeschlagen.  

Für weitere Untersuchungen könnten Kombinationen verschiedener Tests oder die 
Unterschiede innerhalb der Tests in Frage kommen.  
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Tabelle 1: Die Tabelle gibt eine Übersicht aller Tests mit Literaturnamen und ihr Vorkommen in verschiedener 
Software an. [Goldman et al.] 
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Tabelle 2: Die Tabelle erklärt die Namensgebung sämtlicher Tests dieser Arbeit. [Goldman et al.] 
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